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あらまし 指数型混合で表現されるアンサンブル予

測器の確率モデルでは，予測器の重み係数は正値に制

約されない．そこで，正負が混在した重み係数のため

の正規化手法を提案する．更に，数値実験を通じ，提

案手法の有効性について検証する．
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1. ま え が き

複数の予測器を混合することにより最終的な予測

器を構成するというアンサンブル学習は，汎化能力

の向上に有効な学習手法として知られており，その代

表的な手法には Bagging と Boosting が挙げられる．

Baggingの典型的な手続きでは，混合される予測器群

に対し均一な重みが割り当てられる [1]．これは混合さ

れる予測器群の算術平均をとることに相当し，このよ

うな重み付けによるアンサンブル学習は単純アンサン

ブル [3] と呼ばれる．一方，混合される予測器群に対

する重み付き平均をとるというアンサンブル学習は一

般アンサンブル [3]と呼ばれ，次のように定義される．

入力 x (∈ R
m)に対して望ましい出力 y (∈ R)の組

z = (x, y)がある確率分布 p∗(x, y) (= q(x)p∗(y|x))

から独立に
∑M

i=1
ni 個得られたとし，それを Di =

{zi
1, · · · , zi

ni
}とおく (zi

j = (xi
j , y

i
j) ∼ p∗(x, y), i =

1, · · · , M, j = 1, · · · , ni)．また，入力xに対しfθi(x)

を出力とするものを予測器とする．更に，θi (∈ R
ki)

を予測器 fθi(x)の修正可能なパラメータとすると，予

測器の学習は

θ̂i = arg min
θi∈R

ki

∑
(x,y)∈Di

(y − fθi(x))2 (1)

と表され，学習済み予測器を fθ̂i
(x)と表す．このと

き，M 個の予測器による一般アンサンブルは，重み係

数 β (= {β1, · · · , βM} ∈ R
M )を用いて次のように表

される．

f̄θ̂,β(x) =

M∑
i=1

βifθ̂i
(x) (2)

βi > 0,

M∑
i=1

βi = 1 (3)

ここで，f̄θ̂,β(x) が混合された予測器を表す (θ̂ =

{θ̂1, · · · , θ̂M})．なお，βi = 1/M, (i = 1, · · · , M)の

場合が単純アンサンブルに相当する．

重み係数の符号に着目すると，以上の定義より，一

般アンサンブルは式 (3)を制約条件としているため重

み係数が負値をとることはないことが分かる．これに

対し，Boostingの代表的手法である AdaBoost [2]で

は，訓練データに対する学習精度の悪い予測器に対し

て負の重みが割り当てられることがある．

ところで，上述の一般アンサンブルを特別な場合に

含む形式として，指数型混合形式の確率モデルを導入

した枠組みがある [4]．この枠組みでは，確率モデルと

しての特徴（体積が 1になるという特徴）を根拠とし，

式 (3)における非負条件が課されない．また，この枠

組みを用いることで，予測精度の悪い予測器を含むア

ンサンブル学習では，重み係数の非負条件を満たさな

い場合があることも示すことができる [5]．ところが，

同じく負の重みを許容する AdaBoost とは異なり，[4]

の枠組みを背景とした重み係数の決定手法についての

検討は不十分である．そこで，新たに負の値を許した

重み係数の決定手法について検討する．特に，この枠

組みは，与えられた予測器群の（重み付き）平均を最

終的な出力とする学習法を一般化したものであるとい

うことを考慮し，負の値を許した重み係数のための正

規化手法について検討する．更に，数値例を用いた実

験を通じて重み係数の符号について考察する．
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2. 指数型混合形式によるアンサンブル学習の概要

指数型混合による確率モデルを用いたアンサンブル

学習 [4]の概要を示す．

集合 Z (⊂ R
d)上の確率分布の集合を

P(Z)
def
=

{
p

∣∣∣∣ Z → R, p(z) ≥ 0 (∀z ∈ Z),

∫
Z

p(z)dz = 1

}

とおく．また，あるパラメータ θi (∈ R
ki)をもつ確率

分布 pθi (∈ P(Z))を用いて (i = 1, · · · , M)，新たな

確率分布 p̄θ,β (∈ P(Z))を

p̄θ,β(z)
def
=

∏M

i=1
pθi(z)βi∫

Z
∏M

i=1
pθi(z)βidz

(4)

と定義する．ただし

∫
Z

M∏
i=1

pi(z)βidz < ∞,

M∑
i=1

βi = 1

である（重み係数の非負条件が課されないことに注

意）．このとき

θ̂i
def
= arg min

θi∈R
ki

D(p∗‖pθi) (5)

p̄θ̂,β(z)
def
= arg min

p∈P(Z)

M∑
i=1

βiD(p‖pθ̂i
) (6)

β̂
def
= arg min

β∈RM
D(p∗‖p̄θ̂,β) (7)

と定義される，Kullback divergence D(·‖·)に関する
3段階の最小化操作を考える．ここで，最終的に推定

された確率分布は p̄θ̂,β̂ で表される．なお，式 (6)は式

(4)を用いて定義可能である．この最小化操作は，式

(1)，(2) で表される一般アンサンブルを特別な場合に

含んでいる．このことは，以下のようにして分かる．

まず，ある関数 g(x) (∈ R)を用いて，x に対する

y の条件付確率分布を

pG(y|g(x)) =
1√

2πσ2
exp

{
− (y − g(x))2

2σ2

}

と定め，pθi(z) = pG(y|fθi(x))q(x)とおく．ただし，

σ2 は正定数である．ここで，ni (i = 1, · · · , M) が

十分大きいとすると，式 (1)は式 (5)に対応する．ま

た，p̄θ,β(z) = pG(y|f̄θ,β(x))q(x) が成り立つことか

ら，式 (2)は式 (4)，(6)に対応する．更に，式 (7)は

重み係数 β を次のような最小二乗法により学習するこ

とに対応している．

β̂ = arg min
β∈RM

∑
(x,y)∈D0

(
y−

M∑
i=1

βifθ̂i
(x)

)2

(8)

ここで，D0 = {z0
1 , · · · , z0

N0} (z0
i = (x0

i , y
0
i ) ∼

p∗(x, y), i = 1, · · · , N0) は重み係数 β を学習する

ための例題である．

3. 重み係数の正規化

3. 1 目 的

式 (8) により得られる β̂ は，
∑M

i=1
β̂i = 1 を満た

す保証がない．このとき，あらかじめ用意された各予

測器の（重み付き）平均をとるという，アンサンブル

学習における本来の意味を反映するためには，重み係

数の総和が 1 になるよう β̂ の値を正規化する必要が

ある．

よく用いられる正規化手法としては，正規化される

値の総和で各値を割るという操作がある．しかし，こ

の操作ではすべての重み係数が正の値である場合には

合理的であるものの，負の値の重み係数が含まれる場

合には重み係数の符号が正規化後に反転してしまう場

合がある．負の値が割り振られている予測器は，アン

サンブルを行う予測器の中で否定的に扱うことで全体

の予測精度の向上に貢献していると考えられるため，

正規化により符号が反転するということは，予測器を

肯定的，若しくは否定的に扱うという意味も反転して

しまうということになる．

以上を考慮し，本論文では，重み係数の符号が正規

化の前後で反転しない手法を提案する（3. 3，3. 4）．

なお，それらとの比較・検証を行うために，重み係数

の符号が正規化の前後で必ずしも保存されない手法で

はあるが，ラグランジュの未定乗数法を用いた正規化

手法を示す（3. 2）．

3. 2 ラグランジュの未定乗数法による正規化

‖ · ‖ をユークリッドノルムとする．制約条件∑M

i=1
β̄L,i = 1 のもとで，目的関数 ‖ β̄L − β̂ ‖2

を最小化する β̄L をラグランジュの未定乗数法を用い

て求める．

まず

F (β̄L, λ) =‖ β̄L − β̂ ‖2 −λ

(
M∑

i=1

β̄L,i − 1

)
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とおく．このとき

∂F

∂β̄L,i

= 0, (i = 1, · · · , M),
∂F

∂λ
= 0

を β̄L と λの連立方程式として解くと

β̄L,i = β̂i +
1 −∑M

j=1
β̂j

M
, (i = 1, · · · , M) (9)

が得られる．このようにして得られた β̄L は∑M

i=1
β̄L,i = 1 を満たす．しかし，この手法により

正規化された重み係数は更新前と更新後の重み係数に

関して，符号が保たれない場合がある．正規化前後で

符号が保たれない条件は，式 (9)より

0 < β̂i <

∑
j �=i

β̂j − 1

M − 1
(10)

若しくは

0 > β̂i >

∑
j �=i

β̂j − 1

M − 1
(11)

を満たす場合であることが分かる．なお，β̂，β̄L，任

意の β (
∑M

i=1
βi = 1) に関して次のような性質があ

る（導出については付録参照）．

‖ β − β̂ ‖2=‖ β − β̄L ‖2 + ‖ β̂ − β̄L ‖2 (12)

このことから，β̂，β̄L，β をそれぞれ結ぶと，β と β̂

を結ぶ辺を斜辺とする直角三角形となり，β̄Lは，β̂か

ら {β|∑M

i=1
βi = 1}への正射影であることが分かる．

3. 3 符号が保たれる正規化 1

正規化後の重み β̄N1 (∈ R
M )を次のように表す．

β̄N1,i =




β̂i

(
1−∑

β̂j<0
β̂j

)(∑
β̂k≥0

β̂k

)−1

(if β̂i ≥ 0)

β̂i (if β̂i < 0)

この手法では，正規化前後で符号が保たれ，かつ正

の値をもつ重み係数についてのみが更新される．なお，

β̂i > 0のとき，
∑M

j=1
β̂j < 1ならば β̄N1,i > β̂i であ

り，
∑M

j=1
β̂j > 1ならば β̄N1,i < β̂i であるという関

係がある．

3. 4 符号が保たれる正規化 2

正規化後の重み β̄N2 (∈ R
M )を

T
∑
β̂j≥0

β̂j + T−1
∑
β̂k<0

β̂k = 1 (13)

を満たすような T > 0を用いて次のように表す．

β̄N2,i =


 T β̂i (if β̂i ≥ 0)

T−1β̂i (if β̂i < 0)

この手法では，正規化前後で符号が保たれ，かつす

べての重み係数が変更される．なお，
∑M

i=1
β̂i > 1の

とき，T < 1すなわち β̄N2,i < β̂i (i = 1, · · · , M)と

なる．また，
∑M

i=1
β̂i < 1 のとき，T > 1 すなわち

β̄N2,i > β̂i (i = 1, · · · , M)となる．

4. 数 値 実 験

本章では，数値実験を通して，各正規化手法により

得られる重み係数が学習特性とどのようにかかわって

いるのかということについて検討する．また，一般ア

ンサンブルにおける制約条件である式 (3)を満たす重

み係数の一例として

β̃i =
exp(−Ei)∑M

j=1
exp(−Ej)

(14)

Ei =

N∑
j=1

(y0
j − f(x0

j ; θ̂i))
2

を数値実験の際の比較に用いる．それに加え，よく用

いられている手法である AdaBoostとの比較も行う．

以下では，簡単な関数識別問題に加え，実問題の例

として近年深刻化するスパムメール [6]の識別問題を取

り扱う．関数識別問題は，x ∈ [0, 1]，y ∈ [−1.5, 1.5]

の組 (x, y)を入力とし，y > sin(2πx)にはラベル 1，

y ≤ sin(2πx)にはラベル 0を割り当てるものとする．

また，スパムメールの識別問題に用いるデータは The

UCI Repository of Machine Learning Databases [7]

のものを用い，入力データは，電子メールの本文中に

おける，48種の特定の語が含まれる割合，6種の特定

の文字が含まれる割合，大文字の文字列の平均長と最

大長，大文字の総数の計 57 入力である．なお，各ア

ンサンブル学習における個々の予測器には，多入力 1

出力の 3層パーセプトロンを利用した（表 1 参照）．

4. 1 実 験 1

重み係数の符号に着目した比較実験を行う．予測
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表 1 実 験 条 件
Table 1 Experimental conditions.

関数識別 スパムメール

入力数（m） 2 57

中間素子数 5 7

予測器数（M） 10 5

データ数 データ総数 2601 4601

予測器の学習 1000 500

重み係数の学習 100 1000

予測精度の評価 1501 3101

表 2 実験 1 の結果（各学習法における予測精度）
Table 2 Result of experiment 1.

関数識別 スパムメール

各予測器の平均 82.95 % 85.49 %

β̃ を用いた場合 88.27 % 89.34 %

AdaBoost 91.63 % 90.26 %

β̂ を用いた場合 93.20 % 90.94 %

β̄L を用いた場合 93.00 % 90.94 %

β̄N1 を用いた場合 93.00 % 90.94 %

β̄N2 を用いた場合 93.00 % 90.94 %

器の学習・重み係数の学習・予測精度の評価のための

データは，それぞれ母集団となるデータから重複を許

さずに無作為抽出されたものである（表 1 参照）．ま

た，各予測器の学習の際には，パラメータの初期値を

変えた上で，予測器の学習のためのデータを共通に用

いた．なお，AdaBoost については予測器の学習・重

み係数の学習を行うためのデータを合わせて用いて学

習を行った．表 2 の実験結果より β̂ を用いたアンサ

ンブル学習の予測精度は，各予測器の予測精度の平均，

β̃ を用いたアンサンブル学習の予測精度よりも高く

なっていることが分かる．また，β̂ を更新して得られ

た β̄L, β̄N1 , β̄N2 については，β̂ の要素の和が 1に近

い値であったため（関数識別では 0.952，スパムメー

ルでは 1.006），正規化の前後で予測精度が保たれる結

果となった（β̄L については正規化の前後で重み係数

の符号も保たれた）．一方，AdaBoost では両問題に

おいて，すべての予測器に正の値が割り当てられてい

たが，β̂ には負の値が含まれていた．これらの実験結

果より，負の重み係数を利用したアンサンブル学習が

予測精度の向上に貢献し得るということが分かった．

4. 2 実 験 2

実験 1では，各正規化手法を用いたアンサンブル学

習に関して精度の違いは見られなかった．そこで，β̄L

について正規化後に符号が反転する要素が存在する場

合について，表 1 の条件で計算機実験を行った．まず，

ある一つの予測器の学習に用いるデータについてのみ，

ノイズデータ（出力ラベルが反転したデータ）の混合

率を 10 %ずつ増やし，そのデータを学習させた 10パ

ターンの予測器を用いることとした．また，意図的に

β̄L について正規化後に符号が反転する要素が存在す

るように，β̂ について次のような処理を行ってから正

規化することとした．

［Step 1］ 式 (10)，(11) を満たすような β̂i (i =

1, · · · , M) が存在する場合，すなわち，β̄L につい

て正規化後に符号が反転する要素が少なくとも一つ存

在する場合は処理を終了する．逆に一つも存在しない

場合は Step 2へ進む．

［Step 2］

c = arg min
1≤i≤M

∣∣∣∣∣β̂i −
∑

j �=i
β̂j − 1

M − 1

∣∣∣∣∣
として，β̂c ≥ 0かつ

∑
j �=c

β̂j > 1，または β̂c < 0か

つ
∑

j �=c
β̂j < 1であれば

β̂c =
τ
(∑

j �=c
β̂j − 1

)
M − 1

, (0 < τ < 1) (15)

と更新し処理を終了する．これにより，少なくとも β̂c

の符号は正規化後に反転する．

［Step 3］ β̂c ≥ 0かつ
∑

j �=c
β̂j < 1，または β̂c < 0

かつ
∑

j �=c
β̂j > 1であれば，β̂′

i (i �= c)を

β̂′
i = β̂i + µ

(
1 −

∑
j �=c

β̂j

)
, (µ > 0)

と求め，β̂′
iβ̂i > 0 (i �= c)を満たしていれば（すなわ

ち，β̂′
i と β̂i の符号が同じであれば）β̂i = β̂′

i とする．

このとき，β̂c ≥ 0かつ
∑

j �=c
β̂j > 1，または β̂c < 0

かつ
∑

j �=c
β̂j < 1であれば式 (15) を用い β̂c を更新

する．そうでなければ，再び Step 3を実行する．

τ = 0.1, µ = 0.1とし，実験を行った結果（図 1 参

照），β̄L について正規化前後で符号が反転する要素が

存在する場合には，正規化後に符号が反転しない β̄N1

と β̄N2 を用いたアンサンブル学習の方が，β̄L を用い

たアンサンブル学習よりも若干ではあるが予測精度が

高いことが分かる．したがって，本実験においては，
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図 1 実験 2 結果：ノイズ混合率 vs. 識別精度
Fig. 1 Result of experiment 2: Noise ratio vs.

identification accuracy.

実験 1とは異なり，β̄L を用いたアンサンブル学習に

ついて正規化後に符号が反転する要素が存在する場

合には，β̄N1，β̄N2 を用いたアンサンブル学習よりも

β̄L を用いたアンサンブル学習の方が精度が低くなる

という結果が得られた．

ところで，式 (12) の解析結果より，正規化後の重

みについて，β̄L は β̄N1，β̄N2 よりもベクトル間の距

離という点においては β̂ に近いということが分かって

いる．しかしながら，以上に示した実験 2 の結果は，

ベクトル間の距離を近づけることよりも，正規化によ

り符号が保存されることの方がアンサンブル学習にお

いては重要になる場合があるということを示唆してい

る．これは，正規化により符号が保存されることがア

ンサンブル学習における各予測器の役割を保存するこ

との重要性を意味すると考えられる．

5. む す び

指数型混合形式のアンサンブルモデルに基づいた重

み付きアルゴリズムと，それに伴う負の値を含む正規

化手法の提案・解析，及び数値実験を行った．その結

果から，アンサンブル学習として負の値を含む重み付

き平均をとる場合，正規化により符号を保つことが重

要であることが分かった．これは，正規化の前後で重

み係数の符号を保存することが，アンサンブル学習に

おける各予測器の役割を保存することを意味するため

であると考えられる．

一般に符号を保つ正規化は多数考えられるが，本論

文で示した正規化 1及び正規化 2は，ベクトル β̂ の要

素和を非負の要素の和と負の要素の和に分け，β̂ に依

存した数をそれぞれに乗算することで，全体の和を 1

に調整するという意味で共通な手法である．更に，ど

ちらの正規化においても，β̂ の要素がすべて非負であ

る場合には，要素の総和で除算する通常の正規化に帰

着される．よって，正規化 1 及び正規化 2 の手法は，

そのような通常の正規化手法の拡張として位置づけら

れる．

アンサンブル学習において扱われる負を許容する重

みベクトルの空間は，遺伝的アルゴリズムにおける遺

伝子型分布遷移の力学系において扱われており [8]，拡

張された遺伝子型分布と，アンサンブル学習における

重みパラメータとの関連性は興味深い．今後の課題と

しては，このような関連性を軸に，拡張された混合配

分のデータ学習における数理，及び汎化誤差等との関

係などが挙げられる．
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付 録

式 (12)の導出

式 (9)より

‖ β̂ − β̄L ‖2=

(
1 −∑M

j=1
β̂j

)2

M
(A·1)

が成り立つ．また

‖ β − β̄L ‖2

=

M∑
i=1

(
βi − β̂i −

1 −∑M

j=1
β̂j

M

)2
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= ‖ β − β̂ ‖2 +

(
1 −∑M

j=1
β̂j

)2

M

−2

(
1 −∑M

j=1
β̂j

M

)
M∑

i=1

(
βi − β̂i

)
(A·2)

が成り立つ．ここで

M∑
i=1

(βi − β̂i) = 1 −
M∑

j=1

β̂j

を式 (A·2)に代入し，式 (A·1)を用いて整理すると式
(12)が得られる．

（平成 18 年 2 月 14 日受付，5 月 1 日再受付）
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