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あらまし 汎化能力向上の目的から，個々に学習さ

れた複数の学習機械の出力を適当に重み付けしたもの

を予測値として用いるというアンサンブル学習が提案

されている．本論文ではこの学習法の特性を，負の対

数ゆう度関数を損失関数とする枠組みを用いて解析す

る．また，この枠組みを拡張し，アンサンブル学習を

意味づける．

キーワード アンサンブル学習，平均予測誤差，α-

ダイバージェンス

1. ま え が き

個々に学習された複数の学習機械が与えられたとき，

汎化能力の高い予測機械をどのように得るかという問

題は重要である．アンサンブル学習は，与えられた機

械の出力を適当に重み付けして予測値とすることでこ

の問題への対応を試みる手法であり，次のように定式

化されている [4]．

M 個の異なる学習機械を考え，各々，入力 x =

(x1, · · · , xm)
T (∈ R

m) に対して f(x;θi) (∈ R)

を出力するものとする (i = 1, · · · ,M)．ただし，
θi = (θ

(1)
i , · · · , θ(ki)

i )T (∈ R
ki) は学習機械 f(x;θi)

の修正可能なパラメータであり，f(x; θi) は θi に

関して高階微分可能とする．また，入力 x と望

ましい出力 y からなるサンプルの組 (x, y) が，

ある確率分布 p∗(x, y)(= q(x)p∗(y|x)) に従って互
いに独立に

∑M

i=1
ni 個観測されたとし，これを

Dni = {(x(i)1 , y(i)1 ), · · · , (x(i)ni , y
(i)
ni )} と書く．このと

き，2乗誤差関数を損失関数とするアンサンブル学習

とは

θ̂i = argmin
θi

∑
(x,y)∈Dni

(y − f(x; θi))
2 (1)

により与えられる

f̄(x; θ̂,β) =

M∑
i=1

βif(x; θ̂i) (2)

を予測機械として用いることをいう．ただし

M∑
i=1

βi = 1, βi > 0

β = (β1, · · · , βM )
T ∈ R

M

θ = (θT
1 , · · · , θT

M )
T ∈ R

ΣM
i=1ki

である．

本論文では上記の定式化を特別な場合として含む枠

組みを用い，アンサンブル学習をパラメータ推定の立

場から漸近論的に解析する．また，この枠組みに基づ

いてアンサンブル学習のアルゴリズム構造を検討する．
2. 準 備
2. 1 アンサンブル学習の別表現

ある関数 g(x) (∈ R) を用いて，x に対する y の条

件付き確率分布

pG(y|g(x)) = 1√
2πσ

exp
{
− 1

2σ2
(y − g(x))2

}
を定めると（σ は正定数），式 (1)は

θ̂i = argmin
θi


−

∑
(x,y)∈Dni

log pG (y|f(x;θi))



(3)

と書き換えられ，式 (2)は

pG(y|f̄(x; θ̂,β)) =
∏M

i=1
pG(y|f(x; θ̂i))

βi∫
R

∏M

i=1
pG(y|f(x; θ̂i))βidy

(4)

と恒等的に等しい [1]．

本論文では上記の対応関係に注目し，負の対数ゆう

度関数を損失関数とするアンサンブル学習の定式化と

解析を行う．これは，2乗誤差関数を損失関数とする

アンサンブル学習を特別な場合として含む．次節では，

そのための補題を用意する．

2. 2 補題の準備

集合 Z 上の確率分布全体を P(Z) とおく．すな
わち

P(Z) def=
{
p|p : Z → R, p(z) >= 0 (∀z ∈ Z),
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Z
p(z)dz = 1

}
とおく．ここで，pi(z) (∈ Pi(Z) ⊂ P(Z)) を用いて
(i = 1, · · · ,M)，新たな確率分布 p̄β(z) (∈ P(Z)) を

p̄β(z)
def
=

∏M

i=1
pi(z)

βi∫
Z
∏M

i=1
pi(z)βidz

と定義する．ただし∫
Z

M∏
i=1

pi(z)
βidz <∞

M∑
i=1

βi = 1, βi > 0

β = (β1, · · · , βM )
T ∈ R

M

とする．このとき，以下の補題が成立する．ただし，

D(·‖·) は Kullbackダイバージェンスを表す．
［補題 1］ 上の定義のもとで

D(p‖p̄β) =

M∑
i=1

βiD(p‖pi) + log

∫
Z

M∏
i=1

pi(z)
βidz

が成り立つ． ✷

補題 1 から，仮に，添字 i によらず D(p‖pi) の値

が同じであれば，D(p‖p̄β) の β に関する最小化は

−min
β
log

∫
Z

M∏
i=1

pi(z)
βidz

を求めることに相当することがわかる．この量はCher-

noff情報量と呼ばれる [1]．

［補題 2］ 上の定義のもとで

− log
∫

Z

M∏
i=1

pi(z)
βidz =

M∑
i=1

βiD(p̄β‖pi) >= 0

が成り立つ． ✷

また，次が知られている [1]．

［補題 3］ 上の定義のもとで

p̄β(z) = arg min
p(z)∈P(Z)

M∑
i=1

βiD(p‖pi)

が成り立つ．別表現として
M∑

i=1

βiD(p̄β‖pi) <=

M∑
i=1

βiD(p̃‖pi)

が成り立つ．ここで p̃(z) は P(Z) の任意の要素を表
す． ✷

3. 解 析

3. 1 問 題 設 定

2. 2 の仮定を満たす確率分布 pi(z)
def
= p(z; θi)

(∈ Pi(Z) ⊂ P(Z)) について (i = 1, · · · ,M)

p̄β(z)
def
= p̄(z; θ,β)

def
=

∏M

i=1
p(z; θi)

βi∫
Z
∏M

i=1
p(z; θi)βidz

(5)

とおく．ただし

θi = (θ
(1)
i , · · · , θ(ki)

i )T ∈ R
ki

θ = (θT
1 , · · · , θT

M )
T ∈ R

∑M

i=1
ki

であり，p(z; θi) は θi に関して高階微分可能とす

る．また，ある確率分布 p∗(z) に従って互いに独立

に
∑M

i=1
ni 個のサンプルが観測されたとし，これを

Dni = {z(i)1 , · · · , z(i)ni } と書く．このとき，2. 1 に対

応させて，負の対数ゆう度関数を損失関数とするアン

サンブル学習を

θ̂i = argmin
θi


−

∑
z∈Dni

log p(z; θi)


 (6)

によって与えられる p̄(z; θ̂,β) を求めることであると

定義し，その汎化能力を平均予測誤差

Eθ̂[D(p∗(z)‖p̄(z; θ̂,β))] (7)

で評価する．ただし，E は添字の従う確率分布に関す

る期待値を表す．また

Pi(Z) = {p(z; θi)|θi ∈ R
ki}

P1(Z) ⊂ · · · ⊂ PM(Z)
∃θ∗

i s.t. p∗(z) = p(z; θ∗
i ) ∈ Pi(Z)

とする．更に

Θ̌i =
{
θ|正射影 : θ �→ θi, θi ∈ R

ki , θ ∈ R
kM
}

とし，θi ∈ R
ki と θ̌i ∈ Θ̌i を同一視する．ただし，

θ̌i のうち θi と対応しない部分は θ∗
j と一致するも

のと仮定する (∀j > i)．以下では，記法の簡単のた

め θ̌i と θi を区別せずに用いる．例えば，θi + θj は

θ̌i+ θ̌j を意味する (i < j)．また，この仮定のもとで

θ∗
i = θ∗ となる (i = 1, · · · ,M)．
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3. 2 平均予測誤差の上界と下界

式 (7)を直接解析することは困難であるため，その

上界と下界を評価する．

［補題 4］ 式 (6)で表される θ̂i について，ni が十分

大きいとき (i = 1, · · · ,M)，適当な正則条件のもとで
Eθ̂[D(p(z; θ̃)‖p(z; θ̂i))]

=
ki

2ni
− ki∑M

l=1
nl

+
1

2

∑M

j=1
njkj

(
∑M

l=1
nl)2

が成り立つ．ただし

θ̃
def
=

∑M

i=1
niθ̂i∑M

i=1
ni

である． ✷

補題 1，2，3，4より，次が成り立つ．

［定理 1］ ni が十分大きいとき (i = 1, · · · ,M)，適
当な正則条件のもとで∑M

i=1
βiki∑M

j=1
nj

− 1

2

∑M

i=1
niki

(
∑M

j=1
nj)2

<= Eθ̂[D(p∗(z)‖p̄(z; θ̂,β))]

<=

M∑
i=1

βiki

2ni

が成り立つ． ✷

［系 1］ n = ni，k = ki のとき (i = 1, · · · ,M)，n
が十分大きければ，適当な正則条件のもとで

k

2Mn
<= Eθ̂[D(p∗(z)‖p̄(z; θ̂,β))] <=

k

2n

が成り立つ． ✷

3. 3 考 察

系 1 の下界は Mn 個のサンプルを用いたときの平

均予測誤差，上界は n 個のサンプルを用いたときの平

均予測誤差を表している [2]．したがって，Mn 個の

サンプルが一括で与えられている場合には，アンサン

ブル学習は有効ではなく，n 個のサンプルを用いて学

習した予測機械のみが M 個与えられている場合には

アンサンブル学習は有効であるということがわかる．

この様子は [4]において実験的に示されていた．また，

一般にアンサンブル学習の有効性の根拠は，補題 2 で

与えられる量が正値となることにあることが容易にわ

かる．一方，新たなサンプル Dn′ = {z′
1, · · · , z′

n′} が
与えられた場合には

β̂ = argmin
β

{
−
∑

z∈Dn′

log p̄(z; θ̂,β)

}
(8)

によって β を設定することができるが，本論文では，

これに関する解析結果は与えられていない．
4. α-ダイバージェンスへの拡張
前節までに扱ってきたアンサンブル学習のアルゴリ

ズムの本質は

p̂i(z)
def
= arg min

p(z)∈Pi(Z)
D(p∗‖p) (9)

¯̂pβ(z)
def
= arg min

p(z)∈P(Z)

M∑
i=1

βiD(p‖p̂i) (10)

β̂
def
= argmin

β
D(p∗‖¯̂pβ) (11)

と表される 3段階の最小化操作に帰着される．なぜな

らば，式 (1)，(3)，(6)は式 (9)に，式 (2)，(4)，(5)

は式 (10)に，更に，式 (8)は式 (11)に対応するから

である．

ところで，最近では [5]に見られるように，学習問

題における α-ダイバージェンスの重要性が論じられて

いる．そこで本節では式 (9)，(10)，(11)の最小化操

作が，α-ダイバージェンスを用いた場合に自然に拡張

できることを明らかにする．ただし，α-ダイバージェ

ンスは次のように定式化されている (0 < α < 1) [3]．

D(α)(p‖q) = 1

α(1− α)

{
1−
∫

Z
p(z)αq(z)1−αdz

}
まず，補題 3 は次のように拡張される．

［定理 2］ 上の定義のもとで

p̄
(α)
β (z)

def
=

{∑M

i=1
βipi(z)

1−α} 1
1−α∫

Z{
∑M

i=1
βipi(z)1−α} 1

1−α dz

= arg min
p(z)∈P(Z)

M∑
i=1

βiD
(α)(p‖pi)

が成り立つ． ✷

［系 2］ 上の定義のもとで

lim
α→1

p̄
(α)
β (z) = p̄β(z)

lim
α→0

p̄
(α)
β (z) =

M∑
i=1

βipi(z)

が成り立つ． ✷

また，補題 1，2は次のように拡張される．

［定理 3］ 上の定義のもとで

C(α)D(α)(p‖p̄(α)β )

=

M∑
i=1

βiD
(α)(p‖pi)−

M∑
i=1

βiD
(α)(p̄

(α)
β ‖pi)
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が成り立つ．ただし

C(α)
def
=

M∑
i=1

βi

∫
Z
{p̄(α)β (z)}α{pi(z)}1−αdz

である．また

lim
α→1

C(α) = lim
α→0

C(α) = 1

が成り立つ． ✷

以上から，α-ダイバージェンスを用いたアンサンブ

ル学習のアルゴリズムは次のように定義するのが自然

である．

p̂
(α)
i (z)

def
= arg min

p(z)∈Pi(Z)
D(α)(p∗‖p)

¯̂p
(α)
β (z)

def
= arg min

p(z)∈P(Z)

M∑
i=1

βiD
(α)(p‖p̂(α)i )

β̂
(α) def

= argmin
β
D(α)(p∗‖¯̂p(α)β )

5. む す び
本論文では，負の対数ゆう度関数を損失関数とする

アンサンブル学習を定式化し，その平均予測誤差の上

界と下界を求めた．この結果，すべてのサンプルが一

括で与えられている場合には，アンサンブル学習は有

効ではなく，学習済みの学習機械のみが与えられてい

る場合にはアンサンブル学習は有効であるということ

がわかった．また，一般にアンサンブル学習の有効性

の根拠は，補題 2 で与えられる量が正値となることに

あるがわかった．これらの結果は 2乗誤差関数を損失

関数とする場合にも成立する．また，アンサンブル学

習のアルゴリズムの本質が，式 (9)，(10)，(11)で表

される，Kullbackダイバージェンスに関する 3段階の

最小化操作にあることから，これを α-ダイバージェン

スを用いる場合に拡張した．今後の課題としては，β

の推定についての考察や，これまでに筆者らが行った

研究 [6]との関連性についての考察などが挙げられる．
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付 録

1. 補題 1 の証明

定義より

D(p‖p̄)

=

∫
Z
p(z) log

M∏
i=1

(
p(z)

pi(z)

)βi

dz

+

∫
Z
p(z)

{
log

∫
Z

M∏
i=1

pi(z
′)βidz′

}
dz

=

M∑
i=1

βiD(p‖pi) + log

∫
Z

M∏
i=1

pi(z)
βidz

が成立する．

2. 補題 2 の証明

定義より

− log
∫

Z

M∏
i=1

pi(z)
βidz

= −
∫

Z
p̄β(z)

{
log

∫
Z

M∏
i=1

pi(z
′)βidz′

}
dz

=

∫
Z
p̄β(z) log

M∏
i=1

(
p̄β(z)

pi(z)

)βi

dz

=

M∑
i=1

βiD(p̄β‖pi)

が成立する．不等号は，β の定義とKullbackダイバー

ジェンスの非負性より明らか．

3. 補題 4 の証明

− log p(z; θ̂i) を θ̃ の周りでTaylor展開し，高次の

項を無視することで

− log p(z; θ̂i)

= − log p(z; θ̃)− (θ̂i − θ̃)T∇ log p(z; θ̃)
− 1

2
(θ̂i − θ̃)T∇∇T log p(z; θ̃)(θ̂i − θ̃)

が得られる．ただし

∇ =
(

∂

∂θ(1)
, · · · , ∂

∂θ(kM )

)T
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であり，∇∇T log p(z; θ) は log p(z; θ) のHessian行

列 (∂2 log p(z; θ)/∂θ(i)∂θ(j)) を表す．よって

D(p(z; θ̃)‖p(z; θ̂i))

=
1

2
(θ̂i − θ̃)TG(θ̃)(θ̂i − θ̃)

=
1

2

{
1− ni∑M

l=1
nl

}2
(θ̂i − θ∗)TG(θ̃)(θ̂i − θ∗)

+
1

2

M∑
j=1,j |=i

{
nj∑M

l=1
nl

}2

× (θ̂j − θ∗)TG(θ̃)(θ̂j − θ∗)

+
∑
i |=j

Nij(θ̂i − θ∗)TG(θ̃)(θ̂j − θ∗) (A·1)

が成り立つ．ただし，G(θ) は Fisher 情報行列

Ez [∇ log p(z; θ)∇ log p(z; θ)T ] であり，Nij は θ̂i，

θ̂j に依存しない定数である．また，各 ni (i =

1, · · · ,M) が十分大きいとき，適当な正則条件のも
とで

θ̂i ∼ N
(

θ∗,
1

ni
G(θ∗)−1

)
であり [2]，かつ，各 θ̂i (i = 1, · · · ,M) は独立である
ことから

θ̃ ∼ N

(
θ∗,

1∑M

i=1
ni

G(θ∗)−1
)

となる．そこで，式 (A·1)において高次の項を無視し
て G(θ̃) = G(θ∗) と置き換える．以上から

Eθ̂[D(p(z; θ̃)‖p(z; θ̂i))]

= Eθ̂1
· · ·Eθ̂M

[D(p(z; θ̃)‖p(z; θ̂i))]

=
1

2

{
1− ni∑M

l=1
nl

}2
ki

ni

+
1

2

M∑
j=1,j |=i

{
nj∑M

l=1
nl

}2
kj

nj

=
ki

2ni
− ki∑M

l=1
nl

+
1

2

∑M

j=1
njkj

(
∑M

l=1
nl)2

が得られる．

4. 定理 1 の証明

ni が十分大きいとき，適当な正則条件のもとで

Eθ̂i
[D(p∗(z)‖p(z; θ̂i))] =

ki

2ni

である (i = 1, · · · ,M) [2]．これと，補題 2 より上界

が示される．更に，補題 1，3，4を用いることで下界

が示される．

5. 定理 2 の証明

Lagrange乗数 λ を用いて汎関数 L(q) を

L(q)
def
=

M∑
i=1

βiD
(α)(q‖pi) + λ

∫
Z
q(z)dz

と定義する．ただし，q(z) ∈ P(Z) である．このとき

∂L(q)

∂q(z)
= − q(z)

α−1

1− α

{
M∑

i=1

βipi(z)
(1−α)

}
+ λ

= 0

を満たす q(z) が求めるものである．ここで∫
Z
q(z)dz = 1

となるように λ を選ぶことで定理が得られる．

6. 定理 3 の証明

前半を証明する．まず
∫

Z

{
M∑

i=1

βipi(z)
1−α

} 1
1−α

dz



1−α

=

∫
Z

{∑M

i=1
βipi(z)

1−α} 1
1−α

[
∫

Z{
∑M

i=1
βipi(z′)1−α} 1

1−α dz′]α

×
{

M∑
i=1

βipi(z)
1−α

}α−1
1−α
{

M∑
i=1

βipi(z)
1−α

}
dz

=

∫
Z
{p̄(α)β (z)}α

{
M∑

i=1

βipi(z)
1−α

}
dz

=

M∑
i=1

βi

∫
Z
{p̄(α)β (z)}α{pi(z)}1−αdz

def
= C(α) (A·2)

が成り立つ．ここで，定義と式 (A·2)を用いることで

C(α)D(α)(p‖p̄(α)β )

=
1

α(1− α)

{
1−

∫
Z
p(z)α
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×
{

M∑
i=1

βipi(z)
1−α

}
dz

}

− 1

α(1− α)
{1− C(α)}

=

M∑
i=1

βiD
(α)(p‖pi)−

M∑
i=1

βiD
(α)(p̄

(α)
β ‖pi)

が示される．後半は明らか．

（平成 12 年 10 月 17 日受付，13 年 1 月 9 日再受付）
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